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 kNN adalah salah satu metode yang popular karena mudah 
dieksploitasi, generalisasi yang biak, mudah dimengerti, kemampuan 
beradaptasi ke ruang fitur yang rumit, intuitif, atraktif, efektif, 
flexibility, mudah diterapkan, sederhana dan memiliki hasil akurasi 
yang cukup baik. Namun kNN memiliki beberapa kelemahan, 
diantaranya memberikan bobot yang sama pada setiap attribut 
sehingga attribut yang tidak relevant juga memberikan dampak yang 
sama dengan attribut yang relevant terhadap kemiripan antar data. 
Masalah lain dari kNN adalah pemilihan tetangga terdekat dengan 
system suara terbanyak, dimana system ini mengabaikan kemiripan 
setiap tetangga terdekat dan kemungkinan munculnya mayoritas 
ganda serta kemungkinan terpilihnya outlier sebagai tetangga 
terdekat. Masalah-masalah tersebut tentu saja dapat menimbulkan 
kesalahan klasifikasi yang mengakibatkan rendahnya akurasi. Pada 
penelitian kali ini akan dilakukan peningkatan akurasi dari kNN 
tersebut dalam melakukan klasifikasi terhadap data Index Standar 
Pencemaran Udara di Pekanbaru dengan menggunakan pembobotan 
attribut (Attibute Weighting) dan local mean. Adapun hasil dari 
penelitian ini didapati bahwa metode yang diusulkan mampu untuk 
meningkatkan akurasi sebesar 2.42% dengan rata-rata tingkat akurasi 
sebesar 97.09%. 
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1. PENDAHULUAN  

K-Nearest Neighbor atau biasa dikenal dengan kNN merupakan suatu metode klasifikasi 
yang berbasis jarak [1], kNN adalah salah satu metode yang populer dan paling banyak digunakan 
dalam penyelesaian berbagai kasus klasifikasi, diantaranya text categorization, pengenalan pola, 
peramalan, image-similarity, data visualization, pengklasifikasian, estimasi posisi, dan lain-lain [2-
18]. kNN telah banyak mengalami perubahan dengan tujuan untuk meningkatkan kinerja dari 
metode ini, hal ini disebabkan karena kNN mudah dieksploitasi di berbagai domain aplikasi, 
memiliki generalisasi yang biak, mudah dimengerti, memiliki kemampuan beradaptasi ke ruang 
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fitur yang tidak beraturan, intuitif, atraktif, efektif, flexibility, udah diterapkan, sederhana dan 
memiliki hasil yang baik [1,3,14-30].   

Salah satu modifikasi yang sukses meningkatkan hasil akurasi dari kNN adalah metode yang 
diusulkan oleh [31] atau biasa dikenal dengan local mean k-Nearest Neighbor (LMKNN). Pada 
penelitian tersebut disarakan untuk mengganti system vote majority (suara terbanyak) dengan local 
mean, hal ini bertujuan untuk mengurangi pengaruh outlier [32]. Pada penelitian tersebut local 
mean terbukti mampu utuk meningkatkan hasil akurasi [31, 20]. 

Modifikasi selanjutnya diusulkan oleh [33] atau biasa dikenal dengan Distance Weight K-
Nearest Neighbor (DWKNN). Pada penelitian ini penulis juga mengusulkan untuk mengganti 
system vote majority dengan metode distance weight, hal ini bertujuan untuk memberikan pengaruh 
yang lebih besar terhadap data yang memiliki tingkat kemiripan yang tinggi, sehingga penentuan 
kelas bagi data baru menjadi lebih akurat. Pada penelitian ini terbukti bahwa distance weight 
mampu memberikan hasil akurasi yang lebih baik. 

Dua penelitian diatas yaitu LMkNN dan DWkNN telah berhasil dikombinasikan oleh [34]. 
Pada penelitian tersebut penulis menyarankan penggabungan beberapa tahapan dari metode 
LMkNN dengan beberapa tahapan dari metode DWkNN dengan tujuan untuk mengatasi 
kelemahan pada system vote majority. Dimana tahapan dari LMkNN digunakan untuk mengurangi 
pengaruh outlier yang terpilih sebagai k-tetangga terdekat, dan tahapan dari DWkNN digunakan 
untuk menutupi kelemahan system vote majority yang mengabaikan kemirapan antar data dan 
kemungkinan terjadinya kelas mayoritas ganda [33-34]. 

Namun, penelitian yang disarakan oleh [34] masih memiliki peluang untuk ditingkatkan. 
Salah satunya dengan memberikan bobot pada setiap attribut (Feature). Hal ini dirasa perlu 
dikarenakan metode yang berbasis jarak selalu meberikan pengaruh yang sama pada setiap attribut 
dalam proses penentuan kemiripan antar data. Tentu saja hal ini membuat attribut yang tidak 
relevan terhadap hasil klasifikasi juga akan memberikan pengaruh yang sama besarnya terhadap 
atribut yang memiliki relevan. 

[33] dan [36] sepakat meberikan bobot yang berbeda terhadap setiap attribut, dimana attribut 
yang memiliki pengaruh yang lebih besar terhadap hasil akurasi diberikan bobot yang lebih besar 
dibandingkan attribut lainnya. Pada kedua penelitian ini juga disarankan menggukan Gain Ratio 
yang dijadikan dasar pembobotan dari setiap attribut. Berdasarkan hasil penelitian gain ratio 
terbukti mampu untuk meningkatkan nilai akurasi.  

Berdasarkan penelitian-penelitian diatas, pada penelitian kali ini penulis berusahan untuk 
melakukan peningkatan pada metode kNN tersebut, dimana pada penelitian ini penulis akan 
menggabungkan metode pembobotan attribut dengan local mean yang telah terbukti berhasil 
meningkatkan akurasi dari metode kNN konvensional. Diharapkan gabungan dari metode tersebut 
mampu untuk meningkatkan hasil akurasi dari kNN.  

Untuk melihat kinerja dari modifikasi yang dilakukan maka akan digunakan data Index 
Standar Polusi Udara di Kota Pekanbaru, Riau, Indonesia. Adapun struktur penulisan dari 
penelitian ini terdiri dari bagian 2 rangkuman mengenai studi literatur. Bagian 3 akan dijelaskan 
mengenai Metode yang diusulkan, bagian 4 merupakan bagian hasil dan pembahasan serta yang 
terakhir bagian 5 yang merupakan kesimpulan dari penelitian. 
 
2. STUDI LITERATUR 

Pada bagian ini akan dijelakan mengenai studi literature dan metode apa saja yang digunakan 
pada penelitian ini. Metode yang diusulkan akan menggabungkan beberapa tahapan dari FWkNN 
dan LMkNN, dimana untuk melakukan pembobotan attributnya akan menggukan metode Gain 
Ratio.  

 
2.1.  Gain Ratio 

Gain Ratio ditemukan pada algoritma C4.5, dimana gain ratio digunakan untuk menghitung 
pengaruh atribut terhadap target dari suatu data [36]. Gain Ratio merupakan pengembangan dari 
information gain, dimana gain ratio mengambil informasi intrinsik dan menghilangkan nilai bias 
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dari setiap atribut [38]. Adapun langkah-langkah dalam perhitungan Gain Ratio adalah sebagai 
berikut : 

• Hitung nilai entropy dari masing-masing attribut dengan menggunakan persamaan : 
𝐸𝑛𝑡𝑟𝑜𝑝𝑦	(𝑆) = ∑ −	𝑝𝑖 ∗ 𝑙𝑜𝑔!𝑝𝑖"

#$%  (1) 
• Hitung nilai informasi gain pada masing-masing attribut dengan persamaan : 

𝐼𝑛𝑓𝑜𝑟𝑚𝑎𝑡𝑖𝑜𝑛	𝐺𝑎𝑖𝑛	(𝑆, 𝐴) = 𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑆) −	∑ |'!|
|'|
× 𝐸𝑛𝑡𝑟𝑜𝑝𝑦(𝑆#)"

#$%  (2) 
• Hitung nilai split information dengan menggunakan persamaan :  

𝑆𝑝𝑙𝑖𝑡𝐼𝑛𝑓𝑜((𝐷) = 	−∑
|)"|
|)|

*
+$% × 𝑙𝑜𝑔! <

)"
)
= (3) 

• Hitung nilai Gain Ratio setiap attribut dengan persamaan : 
𝐺𝑎𝑖𝑛	𝑅𝑎𝑡𝑖𝑜	(𝐴) = ,-#"	(()

'12#34"56(()
 (4) 

2.2.  Feature Weighting K-Nearest Neighbor 
Feature Weighting K-Nearest Neighbor (FWKNN) adalah modifikasi dari kNN dengan 

prinsip kerja memberikan bobot yang berbeda terhadap attribut atau feature data dengan tujuan 
mengurangi attribut yang tidak atau kurang relevan terhadap kelas data[33,36]. Adapun tahapan 
dari FWKNN secara sederhana dapat dijelaskan sebagai berikut : 
Tahapan 1 :  Hitung Gain Ratio dari setiap attribut dan jadikan sebagai nilai bobot pada setiap 

attribut. 
Tahapan 2 : Tentukan nilai k 
Tahapan 3 : Hitung kemiriapan dengan menggunakan persamaan : 

𝑑7(𝑋8 − 𝑋) = A∑ 𝑊9 × (𝑥#′ − 𝑥#)!
9
#$%  (5) 

Tahapan 4 :  Pilih k tetangga terdekat berdasarkan kemiripan. 
Tahapan 5 : Tentukan kelas mayoritas dari k tetangga terdekat dan jadikan sebagai kelas bagi 

data yang baru. 

Banyak metode yang dapat digunakan dalam pembobotan attribut, salah satunya dengan 
menggunakan gain ratio. [33] dan [36] membuktikan bahwa pembobotan attribut dengan 
menggunakan Gain Ratio mampu memberikan hasil yang lebih baik dari metode kNN 
konvensional. 

 
2.3.  Local Mean K-Nearest Neighbor 

Local mean K-Nearest Neighbor atau biasa disingkat dengan LMkNN adalah metode yang 
pertama kali dikenalkan oleh [31]. Pada penelitian tersebut vote system majority digantikan dengan 
local mean dalam proses penetuan kelas bagi data baru. Adapun tahapan dari LMkNN adalah 
sebagai berikut : 
Tahapan 1 :  Tentukan nilai k. 
Tahapan 2 :  Hitung kemiripan data training dan data testing dengan menggunakan persamaan : 

𝑑(𝑋8 − 𝑋) = A∑ (𝑥#′ − 𝑥#)!
9
#$%  (6) 

Tahapan 3 : Pilih k tetangga terdekat dari setiap kelas. 
Tahapan 4  : Hitung local mean dengan persamaan : 

𝑚7"
: = #

:
∑ 𝑦#,+<<:
#$%  (7) 

Tahapan 5 : Hitung kemiripan data testing terhadap local mean dari setiap kelas data dengan 
persamaan (6). 

Tahapan 6  : Jadikan kelas data dari local mean terdekat sebagai kelas bagi data testing. 
 

3. METODE YANG DIUSULKAN  
Pada bagian ini akan dijelaskan mengenai metode yang diusulkan. Dimana pada penelitian 

kali ini penulis akan menggabungkan beberapa tahapan dari FWkNN dan LMkNN. Untuk melihat 
lebih jelas langkah-langkah dari metode yang diusulkan dapat dilihat pada gambar 1. 
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Gambar 1. Metode Yang Diusulkan. 

 
Berdasarkan gambar 1 dapat dijelaskan langkah-langkah pengabungkan antara feature 

weighting dan local mean dalam penelitian ini adalah sebagai berikut : 
Tahapan 1  :  Hitung bobot setiap attribut dengan menggunakan Gain Ratio. 
Tahapan 2  :  Tentukan nilai k. 
Tahapan 3  :  Hitung kemiripan antar data latih dan data uji dengan persamaan (5). 
Tahapan 4  : Pilih k tetangga terdekat dari setiap kelas data.  
Tahapan 5 :  Tentukan local mean dengan persamaan (7). 
Tahapan 6  : Hitung kemiripan antara data uji dengan local mean dari setiap kelas menggunakan 

persamaan (5). 
Tahapan 7  :  Jadikan kelas data dari local mean terdekat sebagai kelas bagi data testing. 

Tahapan 1 s/d 3 merupakan proses yang diadopsi dari metode FWkNN, sedangkan tahapan 4 
s/d 7 merupakan bagian proses dari metode LMkNN. Dimana pembobotan attribut dilakukan untuk 
mengurangi pengaruh attribut yang tidak atau kurang relevan terhadap kelas data, sedangkan local 
mean digunakan untuk mengatasi kelemahan pada sistem suara terbanyak. 
 
4. HASIL DAN PEMBAHASAN 

Untuk mengetahui apakah metode yang diusulkan mampu menghasilkan akurasi yang lebih 
baik, maka pada penelitian kali ini akan dilakukan pengujian dengan menggunakan data Index 
Standart Pencemaran Udara (ISPU) Kota Pekanbaru, Riau, Indonesia. Data ISPU ini didapat dari 
lab Udara Pemerintah Kota Pekanbaru. Data ini terdiri dari 5 attribut dengan 4 kategori kelas data 
(Bagus, Sehat, Tidak Sehat, Sangat Tidak Sehat), dimana jumlah data sebanyak 992 data. Data ini 
juga merupakan data yang unbalance, artinya jumlah data dari setiap kelas-nya tidak seimbang. 
Adapun rincian dari data dapat dilihat pada table 1. 

 
Tabel 1. Rincian Data Yang digunakan 

Data Nilai Attribut Ke Jumlah Data Per-
Kelas 

Jumlah 
Data 

1 2 3 4 5 B S STS TS 
Index 
Pencemaran 
Udara 

4…870 0…57 0…150 2…211 0…105 796 150 15 31 992 

 
Pada penelitian ini akan menggunakan metode Hold-Out pada proses validasinya dimana 

sebanyak 80% dari jumlah data akan dijadikan sebagai data latih dan 20% sisanya akan dijadikan 

Calculate Feature 
Weighting using Gain 

Ratio

Determination 
value of k

Compute the similarity 
between data training 

and data testing

Select k  Nearest 
Neighor

Compute local mean

Compute the similarity between 
data test to local mean from each 

class data

Select class with highest similarity
FWKNN
LMKNN
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sebagai data uji. Pada penelitian ini hanya akan menggunakan k bernilai 1 s/d K bernilai 5 
dikarenakan data bersifat unbalance. Adapun rincian data uji dan data latih dapat dilihat pada tabel 
2. 

Tabel 2. Rincian Data Latih dan Data Uji 
 Jumlah Data Per-Kelas Jumlah 

Data B S STS TS 
Latih 640 119 10 24 793 
Uji 156 31 5 7 199 

Total Data 992 
 
Untuk mengatahui dengan pasti apakah metode yang diusulkan mampu memberikan hasil 

akurasi yang terbaik, maka selanjutnya akan dilakukan pengujian dengan menggunakan data yang 
telah dibagi menjadi 2 bagian, adapun hasil dari akurasi dapat dilihat pada tabel 3 dan gambar 2.  

 
Tabel 3. Result Accuracy from APSI data 

k Accuracy Metode 
kNN(1) Metode Yang Diusulkan(2) Terbaik 

1 93.97% 95.98% 2 
2 93.97% 96.48% 2 
3 95.48% 97.99% 2 
4 94.47% 96.98% 2 
5 95.48% 97.99% 2 

Rata-rata 94.67% 97.09% 2 
 

 
Gambar 2. Hasil Akurasi Klasifikasi Data ISPU. 

 
Berdasarkan tabel 3 dan gambar 2 terlihat bahwa metode yang diusulkan selalu  memberikah 

hasil akurasi yang lebih baik dari kNN konvensional, dimana nilai akurasi terendah yang didapati 
kNN sebesar 93.97% dan yang tertinggi hanya sebesar 95.48% saat k bernilai 3 dan 5, sedangkan 
metode yang diusulkan mampu menghasilkan nilai akurasi terendah sebesar 95.98% dan tertinggi 
sebesar 97.99% saat k bernilai 3 dan 5. Rata-rata peningkatan yang dicapai pada metode yang 
diusulkan adalah sebesar 2.42%. 

 
5. KESIMPULAN 

Berdasarkan bagian dari hasil dan pembahasan terlihat bahwa pembobotan attribut dan local 
mean mampu meningkatkan hasil akurasi dari kNN konvensional. Akurasi tertinggi yang mampu 
dicapai dengan menggunakan kNN konvensional hanya sebesar 95.48% saat k bernilai 3 dan 5, 

91,00%
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97,00%

98,00%

99,00%

1 2 3 4 5
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sedangkan metode yang diusulkan mampu mencapai nilai akurasi sebesar 97.99% saat k bernilai 3 
dan 5 dengan rata-rata peningkatan akurasi sebesar 2.42%. 
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